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Oz

Makine dgrenmesinin  alt  kiimelerinden olan derin
o6grenme, son zamanlarda gelisen teknolojive ayak uydurmak
icin  gelistirilen yapay zekd uygulamalarmin temelini
olusturmaktadir. Yapay zekd ile ¢oziim aranan bir¢ok
problemde derin 6grenme yontemleri kullanilmis ve bir¢ok
derin 6grenme yaklasimi ortaya ¢ikartilmistir. Gériintiilerin
islenmesinde, ses tamimlamalarinda, nesne tespitlerinde,
miihendislik uygulamalari, ticari faaliyetler ve istatiksel bir¢ok
calismaya kaynak olusturan verilerin iglenmesinde, medikal
uygulama ve dogal dil isleme gibi bir¢ok alanda kullanilmig ve
kullanilmaya devam edilmektedir. Giiniimiiz ~ sartlarinda
teknolojiye paralel olarak veriler giderek artmaktadir. Bu artan
veri havuzu bir¢ok kisi ve firmalar i¢in inanilmaz derecede
onem arz etmektedir. Google, Apple, Baidu, Tesla, Mercedes,
Facebook ve Microsoft gibi bir¢ok biiyiik firma bu verileri
islemek icin bu konu iizerinde c¢alismalar yiiriitmekte ve
uygulamalarina derin 6grenmeyi entegre etmektedir. Teknoloji
yarist ve pazarlama stratejileri sayesinde giintimiizde énemli
bir noktaya gelen yapay sinir aglart modellemeleri ve derin
ogrenme  konusu, konumuza temel olusturmaktadir. Bu
calismada derin dgrenmenin tarihgesi, ¢alisma prensibi,
uygulama alanlart ve bu uygulama alanlarmda kullanilan
yapay sinir aglart modelleri hakkinda bilgi verilmistir. Son
béliimde ise giincel bazi uygulamalardan bahsedilmistir.

Anahtar Kelimeler: Yapay Zekd, Makine Ogrenmesi, Derin
Ogrenme, Yapay Sinir Aglart

Abstract

Deep learning, which is one of the subsets of machine
learning, forms the basis of artificial intelligence (Al)
applications developed to keep up with the developing
technology. Deep learning methods have been used in many
problems for which solutions are sought with artificial
intelligence and many deep learning approaches have been
revealed. It has been used and continues to be used in many
fields such as image processing, sound identification, object
detection, data processing (Engineering applications,
Commercial activities, Statistical studies, etc.), medical
practice, and natural language processing. In today's
conditions, data is increasing in parallel with technology. This
growing pool of data is incredibly important to many
individuals and companies. Many large companies such as
Google, Facebook, Apple, Tesla, Mercedes, Baidu, and
Microsoft are working on this issue to process this data and
integrate deep learning into their applications. The technology
race and marketing strategies that bring artificial neural

networks and models, deep learning to such an important point
today, form the basis of our subject. In this study, information
is given about the history of deep learning, its working
principle, application areas and artificial neural network
models used in these application areas. In the last section, some
current applications are mentioned.

Keywords: Artificial Intelligence, Machine Learning, Deep
Learning, Artificial Neural Networks

1.Giris

Yapay zeka, makine 6grenmesi ve derin 6grenme mantik
olarak ayni olsa da islev bakimindan birbirlerinden ayrilir.
Yapay zeka, sadece sisteme girilen yani Ogretilen veriler
dogrultusunda islem yapabilirken makine dgrenmesi verilen
veriler ve bu verilerden olusturdugu ekstra bilgiler
dogrultusunda ¢ikarim yapmaktadir. Denetimli makine
Ogreniminin bir alt dali olan derin Ogrenme ise beynin
yapisindan ve islevinden ilham alan yapay sinir aglari
algoritmalarini kullanarak iglemlerini gergeklestirmektedir [1].
Yapay zeka ve makine 6grenmesine gore daha ¢ok veriyi daha
karmasik bir sekilde kendi olusturdugu algoritma zincirleri ile
yinelemeli olarak &grenebilen ve siirekli olarak Oznitelik
degerlerini olusturup olusturdugu bu 6z niteliklere gore
cikarimlar yapabilen bir sistemdir. En genel tanimiyla derin
O0grenme; canlilarin  karmagsik problemler ve durumlar
karsisinda kullandig1 gézlem, analiz, 6grenme ve karar verme
gibi Ozgll davraniglar, ¢ok yiiksek miktardaki verileri
denetimli veya denetimsiz 0grenme algoritmalarinda
kullanarak oznitelik ¢ikaran ve ¢ikardigi bu Ozniteliklere
doniistiirme ve smiflandirma gibi islemler uygulayarak taklit
edebilen bir makine 6grenmesi yontemidir [2], [3].

Giliniimiizde otonom sistemlerin daha ileri bir seviyeye
ulagabilmesi i¢in yapay zeka teknolojileri ile donatimisg
sistemlere gereksinim duyulmaktadir [4]. Gegmiste yapay zeka
da karar verme veya tahmin olusturma siireglerinde sadece
makine 6grenmesi algoritmalar1 kullanilmistir. Fakat gliniimiiz
teknolojisinde insan faktdriine olan baghlik git gide azalmakta
ve yerini derin 6grenme tabanli sistemlere birakmaktadir. Buna
bagli olarak giderek artan ve karmasik bir hal alan verilerin hizli
bir sekilde analiz edilmesi, 6grenilmesi ve uygulanmasinda
derin 6grenme yontemleri kullanilmaya baslanmistir [3], [5].

Bu caligmada son yillarda 6nemi oldukca artan derin
ogrenme kavranm detayli bir sekilde arastilmistir. ikinci
boliimde derin 6grenmenin tanimi, ¢aligma prensibi ve tarihgesi
anlatilmistir. Ugiincii boliimde derin 6grenmede kullanilan
yapay sinir ag1 modelleri, derin grenme hakkinda arastirma
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yapan firmalar ve derin Ogrenme i¢in kullanilabilecek
modellemeler anlatilmigtir. Dordiincii boliimde ise diinyada ki
uygulama alanlarina kisa bir sekilde deginilmis ve fotovoltaik
sistemlerde kullanilan MPPT modelinin yapay zeka ile
modellemesi vurgulanmustir.

2. Derin Ogrenmenin Tarihgesi

Derin 6grenmenin ilk adimi 1943 yilinda Walter Pitts ve
Warren McCulloch tarafindan olusturulan McCulloch-Pitts
noronlart olarak adlandirilan matematiksel bir sinir ag1
modelidir [6]. 1950 yilinda Alan Turing ve 1952 yilinda Arthur
Samuel makine 6greniminin temellerini attilar. 1959 yilinda
David Hubel ve Torsten Wiesel basit ve karmasik hiicre
yapilarini ortaya cikartarak derin dgrenmeye 6zgii bir doniim
noktast olmasa bile yapay sinir aglarmin gelisimine katkida
bulunmustur [7]. 1960 yilinda Heury J. Kelley ugaklarin olasi
rotalariyla ilgili bir kontrol kurami olusturmustur. Bu kontrol
kurami geri beslemeli &grenme algoritmalarinin baslangig
noktas1 olarak kabul gormistir [8]. 1965 yilinda Alexey
Ivakhnenko, ¢ok degiskenli veri setlerini kullanarak bilgisayar
tabanli matematiksel bir model olusturmus ve bu modelini sinir
aglarma uyarlayarak calisan ilk derin Ogrenme aglarini
geligtirmistir [9]. Alexey Ivakhnenko, V.G.Lapa ve arkadaslar
tarafindan egitilen ve bilinen ilk derin ag mimarisi Sekil 1 ‘de
gosterilmistir.

Girig 1.Gizli 2.Gizli 3. Gizli Cikis
Katmani Katman Katman Katman Katmani

Sekil 1: Egitilen ve bilinen ilk derin ag mimarisi [9]

1979-80 senelerinde Kunihiko Fukushima tarafindan
gelistirilen ve Neocognitron admi verdigi yapay sinir agi
modeli ile giinimiizde daha ¢ok goriintii analizlerinde
kullanilan konvaliisyonel yapay sinir aglarinin temeli atilmistir
[10]. 1982 yilinda ise John Hopfield tarafindan, tekrarlayan
sinir aglarmim temeli olarak kabul edilen, Hopfield aglari
modeli olusturulmustur [11]. 1985 yilinda Ingilizce kelimeleri
hemen hemen bir ¢ocugun Ogrenecegi sekilde O6grenen ve
telaffuz edebilen program Terry Sejnowski tarafindan
gelistirildi. 1986 yilindan ayni sekilde sekil tanima programi
gelistirildi [12]. 1989 yilinda Yann LeCun makinelerin elle
yazilmig rakamlari okuyabilmesini saglayan bir sistem
geligtirdi. Bu sistem en ¢ok ¢eklerin ve posta kodlarinin
okunmasinda kullanildi. 1993 yilinda Jiirgen Schmidhuber,
derin 6grenme igin Onemli bir gelisme olan ve Cok Derin
Ogrenme gorevi adim verdigi ¢oziimlenmis yaklasik 1000
katmandan olusan devirli sinir agi modelini kullanima
sunmustur. Jirgen Schmidhuber ayrica 1997 yilinda uzun-kisa
stireli hafiza (LSTM) modelini ilk kez ortaya atmistir [13]. 1998

yilinda Yann LeCun tarafindan gradyan tabanli 6grenme
algoritmasi gelistirilmis ve geri yayilim algoritmas: ile
birlestirilmistir [14]. Fei-Fei Li; arastirmacilar, egitmenler ve
ogrenciler igin 2009 yilinda ImageNet veri tabanimi
olusturmustur. Bu sistemde yaklastk 15 milyon veri
bulunmakta olup kullanicilar 6grenme modellerini bu verileri
kullanarak tasarlayabilmektedir [15]. 2014 yilinda ise yiiz
algilama (DeepFace) sistemi gelistirilmistir [16]. Giinlimiizde
ise tip [17]-[19], robotik [20], nesne tespiti [21], goriintl
isleme, ses tanima-isleme [22], veri tahmini, endiistri ve
finansal [23] gibi birgok alanda derin 6grenme ve yapay sinir
ag1 modelleri kullanilmaktadir. Sekil 2 ‘de yapay zekanin
tarihsel kronolojisi gosterilmistir.

Yapay
Sinir
Aglan

Makine
Ogrenmesi

Derin
Ogrenme |

4 v v v
(1950 ) (1980 ) (2000 ) ( eo )
Sekil 2: Yapay zeka, makine 6grenmesi ve derin 6grenme
kronolojisi

3.Derin Ogrenme Sistemi Nasil Calisir?

Derin 6grenme temel olarak veriye ait siniflandirilmis
ozniteliklerin egitilmesine dayalidir. Bu nedenle diisiik seviyeli
Oznitelikler birlestirilir ve daha yiiksek seviye Oznitelikler
igeren bir Oznitelik hiyerarsisi olusturulur. Bu hiyerarsik
yapilarin  olusturulmasi sistemlerin  karmasik  girdi-¢iktt
iliskilerini dogrudan veriden almasini saylayarak insan yapimi
zniteliklere olan bagimlilig1 azaltmaktadir [24]. Ornegin bir
gOriintii i¢in Oznitelik denildigi zaman; piksel basina diisen
yogunluk degerlerinin bir vektdrii veya kenar kiimeleri, 6zel
sekiller gibi 6znitelikler diisiinilebilir. Bu 6zniteliklerin iginden
bazilart veriyi daha iyi tamimlamaktadir. Biyik veri
havuzlarindan elle oznitelik siniflandirmas1 yapmak yerine
Oznitelik ¢ikarim algoritmalarmin kullanimi da bu agama i¢in
biiytik bir avantajdir [25].

Sekil 3’te derin Ogrenmenin ¢aligma basamaklari
belirtilmistir. Tlk olarak problemin tanim1 ve derin 6grenmeye
uygunlugu tespit edilir. ilgili veri kiimeleri belirlenir ve analiz
i¢in hazirlanir. Kullanilacak algoritma modeli se¢ilir. Tanimli
veriler, kullanilan algoritmaya gore analitik model
olusturularak, secilen algoritma ile egitilir ve gerektiginde
revize edilir. Son olarak test skorlari elde etmek igin model
calistirtlir ve ¢ikan sonuca gore ileriye yonelik tahminler
yapilir.
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Problem
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Derin Ogrenme
Algoritmasi
Belirlenir

Sekil 3: Derin 6grenme ¢aligsma basamaklari

Iyi bir derin 6grenme modellemesi yapilabilmesi igin biiyiik
bir veri havuzuna, bu verileri egitecek bir algoritmaya, verilerin
Oznitelik siniflandirilmasina, transfer fonksiyonu segimine, ag
yapisinin ve gizli katman sayisinin belirlenmesi gibi birgok
etken goz Oniinde bulundurulmalidir. Derin 6grenme
modellerinin yapis1 genel olarak girdi katmani, gizli katman ve
¢ikti katmanindan olusur. Bu katmanlarin her birine sayisal bir
deger verilir [26]. Gizli katmandaki diigiimler (ndronlar); giris
ve ¢ikis digiimlerinden, egitim algoritmasindan, ag yapisindan
ve aktivasyon fonksiyonunun tiirtinden etkilenir [27]. Gizli
katmandaki digiimlerin sayisini belirlemek amaciyla farkl
tiirde aglar1 egiterek ve test verisindeki hatayr aragtirarak bir
sonug elde etmek gerekir [28].

4. Derin Ogrenmede Kullanilan Yapay Sinir
Ag1 Modelleri

Derin 6grenmede kullanilan yapay sinir aglart modelleri
insan  beyninin  fonksiyonel islevlerinden esinlenerek
olusturulmustur. Ogrenebilen bir yapisi olan bu modeller
algilama, kontrol ve analiz yapma, verileri saklama ve bu
verilerden ¢ikarim yapabilme gibi birgok yetenege sahiptir.
Kendi 0znitelik verilerini olusturarak O6grenme siirecini
matematiksel olarak modellerler. Uygulama alanina gére birgok
yapay sinir ag1 modeli bulunmaktadir. Temel olarak dort gruba
ayrilan; tek katmanli, ¢ok katmanli, ileri beslemeli ve geri
beslemeli yapay sinir aglart modelleri kullanilmaktadir [29].

4.1. Konvoliisyonel (Evrisimli) Sinir Aglari

Konvoliisyonel sinir aglari, temel olarak goriintiileri
smiflandirmak, fotograftaki benzerliklere gore objeleri veya
nesneleri belirlenen 6zelliklere gore kiimelemek i¢in kullanilan
¢ok katmanli ve ileri beslemeli bir yapay sinir ag1 modelidir. Bu
sistem ilk olarak 1968 senesinde Hubel ve Wiesel tarafindan
hayvanlarin gérme sistemleri temel alarak olusturulmustur
[30]. Yapay sinir aglar1 modelleri igerisinde en ¢ok kullanilan
modellemedir.

Konvoliisyonel sinir aglari; konvoliisyon (convolution),
diizlestirme (rectified linear unit), havuzlama (pooling) ve tam
baglant1 (fully connection) katmanlarindan olusur. Bu islem
basamaklari elde edilecek goriintii netligine gore farkli sayida
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ve boyutta tasarlanabilmektedir. Sekil 4’te bu islem
basamaklarinin siralamasi gosterilmistir.

(KonvolijsyorD (Dijzle;tirme) (Konvoliisvon)(HavuzjamN Tam BaglantD

Sekil 4: Konvoliisyonel sinir ag1 katmanlart [31]

Konvoliisyonel sinir aglart ¢ok sayida filtreleme ve
Oznitelik ¢ikarim iglemi yaptigindan dolay1 gorsellerdeki farkls
ozelliklerin tespit edilmesine ve gruplandirilmasma olanak
saglamaktadir. Goriintiilerdeki nesnelerin hangi niteliklere
sahip oldugu (insan, arag-gere¢, hayvan, bitki vb.) basit bir
sekilde tespit edilebilmektedir.

Konvoliisyonel sinir aglarinda ilk basamak konvoliisyonel
katmanidir. Bu basamak da Sekil 5’de goriildiigii lizere bir
gOriintiiye ait goriintii matrisinin (9x9x3), her bir satir-siitiin
araligina  3x3x3 filtreleme islemi uygulanarak 7x7x3
boyutlarinda yeni bir goriintii matrisi elde edilir. Filtreleme
matrisi ve ana matriste taranan alan satir-satir ve siitlin-siitiin ile
carpilir. Carpma islemi sonucu olusan matrisin tim siitun ve
satir degerleri toplanarak ortalamasi alinir. Elde edilen degerler
Sekil 5° deki belirtilen tabloya islenir. Bu degerler veri
boyutuna ve sayisina ve kullanilan filtreleme islemine gore
degisebilir.

Yeni gorintil matris

A
—18

==

GOriinti matrisi

Sekil 5: Konvoliisyonel katmani islem basamaklari

Ikinci basamak olarak uygulanan diizlestirme isleminde
genel olarak Esitlik 1° de ki Relu (Rectified Linear Unit)
fonksiyonu kullanilmaktadir. Sekil 6’da gosterildigi iizere bu
islemdeki amag sifirdan kiiciik degerleri karanlik ortam olarak
algilayarak sifir degerine esitlemektir.

Relu=f(x)={2: ;;8 (D
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Ugiincii  basamak olan havuzlama katmaninin amaci
konvoliisyon islemi sonucu olugan yeni gorlintii matrisinin
boyutunu azaltmaktir. Bu sayede boyutu diisiirerek islem aginin
hizim arttir. iki cesit havuzlama yéntemi olup, bunlar ortalama
ve en biiyiik deger yontemleridir. En yaygin sekilde kullanilan
en biylik deger havuzlama yonteminde NxN boyutunda
matrisler segilerek igerisindeki en biiyiik deger segilir. Genel
olarak 2x2 boyutlarinda matris kullanilir. Sekil 6 da maksimum
havuzlama yontemi gosterilmistir. Bu yontemdeki amag Relu
islemi sonucu olusan matristeki karanlik noktalar1 yok etmektir.
Elde edilecek gorlintii matrisi istenilen seviyede netlik
kazanmamigsa tekrar istenilen bir havuzlama ydntemi

kullanilabilir.
ty
: Y=

Fonksiyonu vw=0 1 z

035 | 035 055 055 1055| o35 ] 035 NS 055 | 035
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055 | 033 [0t |03 | W] on [os5| [035 ] 03 03 03 055
035 | 033 |00 {033 [0 | 03 05| {055 ] 03 03 033 | 055
055 | 055 [0 077 |1 | 055 |035| [ 055 | 035 (K] 035 | 035
055 | 055 055 |055| | 0355 ] 035 I 055 | 035

Diizlestirme

0,55 ] 0,77 | 0,77 ] 0,55 katmani

Ha\.l.uzlam.a 033|033 033033
yontemi .55 0,77 | 0,77 0,55 | | maximum

0,55 |1 1 0,55

Sekil 6: Relu fonksiyonu kullanarak diizlestirme katmani ve
Maksimum havuzlama y&ntemi

Konvoliisyon, diizlestirme ve havuzlama sayist kullanilan
goriintiiye veya kullanicinin - amacina  goére  degisiklik
gosterilebilmektedir. Bu iglemlerin amaci tam baglanti 6ncesi
tek boyutlu bir giris verisi elde etmektir. Son basamak olan tam
baglanti katmaninda nesneyi belirleyecek olan o6zelliklerin
hangi kategoriye ait oldugu tespit edilir. Sekil 7°de gosterildigi
gibi tam baglant1 katmaninda elde edilen stitundaki degerlerden
en yliksek degerlerin ortalamasi alinarak dogruluk orani, en
diisiik degerlerin ortalamasi alinarak da hata orani elde edilir.
[0.55]
[0,77 |
[0,33 |

0,55
0,33

%86

0,55
0,77
0,55
g»;; %37

Sekil 7: Tam baglant1 katmani

Konvoliisyonel sinir aglart modelleri giiniimiizde goriintii
isleme alaninda 6ncelikli olarak kullanilmaktadir. Ayrica ses ve
video islemede, tibbi taramalar ile hastaliklarinin teshisinde,
otonom cihazlarin kontroliinde ve goriintiilerdeki nesneleri
tanimlamada da tercih edilmektedir.

4.2. Tekrarlayan Sinir Aglan

Jeffrey Elman tarafindan tasarlanan tekrarlayan sinir aglari,
onceki cikislarini bir sonraki giris olarak kullanarak bir dongii
olusturan ve bu dongii esnasinda bilgilerin sirali olarak
kullanilmasina 6zen gosteren 6grenme ve tahmin temelli bir
yapay sinir ag1 modelidir. Bu ag yapisi ile bilgilerin kalici
olarak dongiilerde kalmasina ve gerektigi zaman kullanilmasina
izin verilmektedir [32] . RNN (Recurrent Neural Network)’ler
ileri beslemeli sinir aglarmin aksine kendi giris belleklerini
girdilerin keyfi siralarini islemek i¢in kullanabilirler. Bu
modelin asil amact ardisik sekilde gelen verilerin birbirleriyle
iliskilendirilerek kullanilmasidir. Genel olarak sinir aglarinda
girisler birbirlerinden bagimsizdir. Fakat RNN’ler de her
verinin ¢iktisi dnceki verinin hesaplamalarina baglidir.

Sekil 8’de RNN algoritmasinin ¢alisma sekli gdsterilmistir.
Burada herhangi bir ¢ zamaninda, / aktivasyonu, x girdiyi ve y
ciktiy1 temsil etmektedir. 4’ Onceki ¢ikig ayni zamanda bir
sonraki giristir.

4 N

Y‘ Al }’t Yt 1
w 4‘_' H‘_’ ~ W’=uX+wh
y=vh’

\666 y

Sekil 8: RNN algoritmasinin ¢aligmasi

RNN’ler, bir dongii seklinde tasarlandiklari igin sirali bir
sekilde geligen olaylar1 birbirleriyle iliskilendirebilmektedir.
Akis igerisindeki bu iliskilerin siiflandirilabilmesinden dolay1
da siklikla tercih edilmektedir. RNN algoritmasinin Sekil 9°da
gosterildigi gibi bes farkli ¢aligma yontemi bulunmaktadir.

Ve
o

o

(@ (®) (c)
Ve
ye Vet Yen Ye ye
4y Av Av ty tv

-
(d) (©
Sekil 9: RNN ¢alisma yontemleri, (a) Tek giris-tek ¢ikis, (b)
Tek girig-¢ok ¢ikis, (¢) Cok giris-cok ¢ikis, (d) Coklu siralt
girig-¢oklu sirali ¢ikis, (¢) Coklu senkronize giris-goklu
senkronize ¢ikis

RNN modeli; Cevirilerde [33], altyazi olusturmada [34],
videolarda giiriilti yok etmede [35], uzun metinlerin 6zetini
¢ikarmada [36], el yazisinin kime ait oldugunu tespit etmede
[37], ses tanmmmada [38] ve daha Dbirgok alanda
kullanilabilmektedir.



4.3. Uzun ve Kisa Siireli Hafiza Aglan

Sepp Hochreiter ve Jirgen Schmidhuber tarafindan 1997
yilinda RNN modellerindeki birtakim eksiklikleri gidermek
amactyla olusturulmugtur [13]. RNN modellemesinde
zamansal dizeler arasinda olusan bosluklar bir sonraki dizenin
tahmin edilmesini zorlagtirmaktaydi [39]. Mesela “Tiirkiye’nin
ana dili Tiirkcedir” ciimlesinde Tiirk¢e kelimesini tahmin
etmek RNN modeli icin kolaydir. Fakat “Ben Tiirkiye de
dogdum” ...” Akici bir sekilde Tiirk¢e konusabilirim” gibi
birbirinden bagimsiz iki ciimleden yol ¢ikarak aranan metnin
bir dil olacagi tahmin edilebilir, fakat Tiirkce kelimesi
oldugunu tahmin etmek imkansiza yakindir. Bu durumlarda
uzun kisa siireli bellek (Long Short-Term Memory-LSTM)
algoritmasi olarak adlandirilan RNN modellemesinin bir tiirii
olan derin &grenme modeli kullanilabilir. LSTM, degerleri
rastgele araliklarla hatirlayan ve ileri beslemeli sinir aglarinin
aksine geri besleme baglantilari olan yapay bir tekrarlayan sinir
ag1 mimarisidir. LSTM modellemesi gorlintii islemeye ek
olarak konusma veya video gibi tiimlesik veri dizilerini de
olduk¢a basarili bir sekilde isleyebilmektedir. Sekil 10’da
LSTM hiicresinin diyagram detaylar1 gosterilmistir.

Cea >. > | C:
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Durumu tanh
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Kapisi Kapisi  Girig Kapisi

Sekil 10: Herhangi bir t aninda genel LSTM hiicresinin
diyagrami

LSTM diyagraminda yer alan “Giris Kapist (I)” girig
verilerinin iletimini, “Unutma Kapisi (f)” dnceki bloktan gelen
verinin ne kadariin bellekte kalip ne kadarinin unutulacagm,
“Aday bellek (C)” yeni bilgi olusumunun uyarilmasinm ve son
olarak “Cikis Kapist (O)” cikis verisinin hesaplanmasini ve
iletilmesini saglar. Bu kapilardan [0,1] araliginda ¢ikti elde
etmek i¢in sigmoid, [-1,1] araliginda ¢ikt1 elde etmek icin de
tanjant fonksiyonlarmi kullanirlar. LSTM modeli resimleri
tarayarak otomatik baglik olusturma, sessiz videolar igin
otomatik ses olusturma, ciimle taramasi yaparak otomatik
kelime tiretme [40], diizensiz dillerde 6grenme [41], robotik
kalp cerrahisinde [42] ve bir¢ok alanda kullanilmistir.

4.4. Simirh Boltzman Makineleri

Sinirlandirilmis  bir Boltzmann Makinesi (Restricted
Boltzmann Machines-RBM), giris veri seti iizerindeki olasilik
dagilimlarin1 6grenebilen, derin 6grenme aglarinin temelini
olugturan iki katmanl rastlantisal bir yapay sinir agidir. Bu
katmanlar goriiniir katman ve gizli katman olarak adlandirtlir.
Goriiniir katman girig verilerinin verildigi katmandir. Gizli
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katman ise her diigiim i¢in derin 6grenme hesaplamalarinin
gergeklestigi katmandir. Noron benzeri bir birimi temsil eden
her bir diigiim katmanlar tizerinde bulunur ve ayn1 katmandaki
diiglimler arasinda baglanti bulunmaz. Farkli katmanlarda
bulunan diiglimler arast baglanti mevcuttur [43]. Giris ve ¢ikis
diigimleri sayisal olarak sinirlandirilmamustir.

Goriinlir  katmandaki bulunan diiglimlere RBM ile
egitilecek olan veri kiimesinden bir 6znitelik alinir. Goriiniir
katmanda bulunan biitiin katmanlara aktarilan bu 6znitelik gizli
katmanda bulunan bir diigiime iletilerek gerekli hesaplamalara
tabi tutulur. Bu islemler biitiin katmanlarda bulunan diigimlere
uygulanir. Gizli katman g¢iktilarina belirlenen bir aktivasyon
algoritmasi uygulanir. Bu yap1 daha detayli bir sinir agnin
parcastysa iki katman yerine daha ¢ok gizli katmana sahip bir
RBM modellemesi yapilir. Bir numarali gizli katmanin ¢ikig
verileri, iki numarali gizli katmanin giris verileri olarak ve son
smiflama katmanina ulagincaya kadar istenilen sayida gizli
katmandan gegirilir. Sekil 11°’de RBM algoritmasinin iglem
adimlart gosterilmistir.

+b—>f=a

X —>

X —>

Gorunur 1. Gizli Aktivasyon 2. Gizli
Katman Katman Katmani Katman

Sekil 11: RBM algoritmasinin iglem adimlari

RBM modeli; Boyut azaltma [44], kiimeleme [45], 6zellik
Ogrenimi [46], isbirlik¢i filtreleme [42] ve konu modelleme [47]
gibi ¢esitli uygulamalarda kullanilabilir.

4.5. Derin Oto Kodlayicilar

Derin Oto Kodlayicilar (Autoencoders -AE) denetimsiz
o6grenme yontemlerinde siklikla kullanilan, girdi katmanindaki
verileri ¢ikti katmanina kopyalayan ve literatiirde Diablo ag1
olarak bilinen bir sinir ag1 modelidir [24], [48]. Buradaki amag
giris olarak verdigimiz veriyi sikistirarak en az kayip ile en iyi
o0grenmeyi gerceklestirmek ve giris verimizi ¢ikis katmaninda
tekrar olusturmaktir. AE modeli temel olarak girdi katmani,
gizli katman ve c¢iktt katmani olmak iizere li¢ katmandan
olusmaktadir. Giris katmanindaki noéron sayis1 cikis
katmanindaki néron sayisina esit olmalidir. Gizli katmanda
bulunan néron sayilart degiskenlik gosterebilir.

Sekil 12°de derin oto kodlayici algoritma semasi
goriilmektedir. Giris ve ¢ikis katmanlarinda bulunan diigiimler
(noronlar) gizli katmandaki diigiimlerden fazla ise veri kiimesi
sikistirilir. Bu sekilde daha az verinin ag igerisinde yer almasi
saglanir. Bu durum agimn performansini olumlu etkilemektedir.
Girdi ve c¢ikt1 arasindaki benzerlik algoritmada kullanilan
fonksiyonun basarili oldugunu ispatlar [49].
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Kodlayici

Mizli Gizli

Girdi Cikti
Sekil 12: Derin oto kodlayici algoritma semast

Bir derin oto kodlayicinin amaci, genel olarak boyutun
indirgenmesi amaciyla veri kiimesi i¢in bir kodu egitmek ve N
boyutlu bir 6znitelik vektoriinii daha kiiglik boyutlu bir vektore
minimum kayipla doniistiirmektir. Boyutsal ligin azaltilmasiin
yani sira otomatik kodlayicilar, veri sikigtirma, giiriiltii giderme
[50] ve bir denetimli 6grenme modeli i¢in 6znitelik ¢ikartma
algoritmasi olarak kullanilabilir.

5. Derin Ogrenme ve Yapay Sinir Ag1
Modellerinin Kullanim Alanlari

Derin 6grenme ve yapay sinir aglari modelleri gelisen
teknolojiye paralel olarak hayatimizda epeyce yer edinmeye
baslamistir [29]. Dogal dil isleme, sinyal isleme, goriintii
isleme, bilgisayarli gorii, saglik ve robotik gibi bir¢ok alanda
kendine yer bulan derin &grenme, genel olarak giiniimiiz
miihendislik uygulamalarinda insan gibi diisiinen, insan gibi
davranislar sergileyen uygulamalarda da tercih edilmektedir.
Biiyiik veri tabanlarina ve bu verileri hesaplama giiciine sahip
buyiik teknoloji firmalart (Google, Apple, Facebook,
Microsoft, Nvidia, Tesla, Bosch, Mercedes, Baidu vb.)
tarafindan da kullanilip {iriinlerine uygulanan derin 6grenme
yasantimizin her alaninda bize eslik etmeye devam etmektedir.
Bu baglamda Tablo 1’de giiniimiizde bu alana Onciiliik
edebilecek giincel akademik caligmalar belirtilmistir.

Tablo 1: Giincel ¢aligsmalar

Yil Konu Yazar
2021 15 Saghg ve Giivenligi [51]
2019 Cerrahi Robotlar [52]
2023 Robotik Sistemler [52]
2021 Gii¢ Elektronigi Sistemleri [53]
2020  Goriintii Isleme [54]
2023 Batarya Yonetim Sistemleri [55]
2020 PV Panel ve Siiper Kapasitor Sistemleri [56]
2023 Beyin Tiimorlerinin Siniflandirilmasi [57]
2022 Siber Giivenlik Duvari Sistemi [58]
2021 Maksimum Gii¢ Noktas1 Takip Sistemleri ~ [59]
2023 Elektrikli Araglar [60]

5.1. Oyun ve Eglence

2014 yilinda Google ekibine katilan Deepmind sirketinin
gelistirdigi AlphaGo yazilimi Go oyununda (Cinlilere ait eski
bir strateji oyunu) bilyiik bir basari elde etti. 2017 yilindan 6nce
AlphaGo yaziliminda bilgiler, hamleler ve analiz verileri,
yazilimer tarafindan sisteme entegre ediliyordu. Fakat 2017
yilinda AlphaGo’nun bir iist siiriimii olan, Sekil 13°te gosterilen
temsili resimde belirtilen sekilde, AlphaGo-Zero nun piyasaya
siiriilmesi bir¢ok alisilmislig1 ve bilgi i¢in insana olan ihtiyact
ortadan kaldirdi. Temel egitim siire¢lerinden sonra asla
miidahale edilmeyen bu sistem eski stirimiiyle yaptig1 yaklasik
100 magin hepsini kazandi. AlphaGo-Zero kendi kendine veri
topluyor ve bu verileri isleyerek hamle yapiyor [61].

Sekil 13: AlphaGo-Zero temsili gdosterimi [61]

5.2. Fotografcilik ve Goriintii isleme

Derin 6grenmenin bir diger kullanim alani da resim goriintii
renklendirmedir. Gri tonlamali goriintii girdi olarak alinir ve
renklendirilmis goriintii ¢ikt1 olarak elde edilir. Resmin
karmasikligt ve renk c¢esidine goére katman sayist ve
algoritmalar degiskenlik gosterebilir. Sekil 14’te ChromaGAN
modeli kullanilarak yapilan bir renklendirme gésterilmistir. Bu
tarz renklendirmelerde resim kalitesi renklendirme kalitesini de
arttirmaktadir.  Ciinkii  goriintii isleme basamaklari piksel
boyutunda ki verileri isleyerek sonug elde etmektedir [62].

Sekil 14: ChromaaAN modeli kullanilarak ya[;lTan ornek
calisma [62]

ImageNet biiyiik 6lgekli gorsel tanima yarigmasi(ILSVRC)
2012 yilindan beri her yil diizenlemektedir. Bu yarismadaki
amag en az hata oranini elde eden derin 6grenme mimarisini
tasarlamaktir. Bu yarismaya bircok biiylik sirket, tiniversite
aragtirmacilar1 ve tasarimcilar katilmaktadir. Tablo 2’de 2012-
2021 yillar1 arasinda gergeklesen yarismayr kazanan derin
O0grenme mimarileri, tasarimcilart ve dogruluk oranlari
belirtilmistir.



Tablo 2: Derin 6grenme modelleri ImageNet yarisma
sonuglari [63]

_Derin Dogruluk
Yil Ogrenme Tasarimel Oram
Modeli (%)
1998  Le Net Yann LeCun
2012 Alex Net Alex Krizhevsky 83,6
Geoffrey Hinton
Ilya Sutskever
2013 ZF Net Matthew Zeiler 88,2
Rob Fergus
2014  Google Net  Google 94,3
2014  Vgg Net Simonyan Zisserman 92,7
2015  Res Net Kaiming He 96,4
2016  DRS Net Deargen Company 96,5
2017  Se Net Oxford 97,7
2018 PNAS Net  Johns Hopkins 96,2
Google Al
Standford
2019  FixPNAS Hugo Touvron 96,8
Net-5 Andrea Vedaldi
Matthijs Douze
2020  Harm-SE- Vladamir Krylov 96,4
RNX-101 Rozenn Dahyot
64x4d Matej Ulicy
2021  NF Net-F5  Andrew Brock 97,6

Samuel Smith
Karen Simonyan
Soham De

Bu mimarilerden AlexNet modeli 2012 yilinda
gerceklestirilen ILSVRC ImageNet gorsel tanima yarigmasinda
%83,6 dogruluk orani elde etmistir [64]. Dogrusal olmayan
fonksiyonlar i¢in Tanh fonksiyonu yerine Relu kullanilarak hiz
alt1 kat arttirllmis ve egitim siiresi kisaltilmistir. 2014 yilinda
gergeklestirilen ILSVRC ImageNet yarigmasini 22 katman
derinligine ve 144 katmana sahip GoogleNet 94,3% dogruluk
orani ile kazanmistir. GoogleNet 5 milyon parametre
kullanarak AlexNet’e kiyasla 12 kat daha az islem yiikiine sahip
olmustur [65]. Ayn1 yarismada VggNet 92,7% dogruluk orani
yakalamistir. VggNet modeli i¢in 11,13,16 ve 19 katmanli
versiyonlar tasarlanmustir  [66]. Onceki derin &grenme
mimarilerinden farkli olarak yalnizca 2x2 ve 3x3 filtreler
kullanilmistir. 2015 yilinda gergeklestirilen ILSVRC ImageNet
yarigmasini 96,4% dogruluk orani yakalayarak Microsoft
ResNet kazanmustir (Bir insan bir goriintiyii 90-95% dogruluk
oranlartyla smiflandirabilmektedir). ResNet daha Onceki
modellerde kullanilandan daha fazla sayida katman
kullanmistir [67].

5.3. Arastirma ve Sohbet Robotlari

Bu alanda giiniimiizde 6n plana ¢ikan uygulamalar yapay
zeka tabanli arama ve sohbet robotlaridir. Ozellikle ChatGPT,
intercom, Hubspot, Bard ve Genie gibi onlarca programlar
olusturulmustur. Bu programlardan her biri kendi yapay sinir
ag1 modelini olusturmakta ve egitmektedir. Bu programlar
sayesinde kullanicilar arastirmalar, ¢eviriler, slaytlar, sunumlar,
proje oOdevleri ve daha nice aklimiza gelebilecek
kiitiiphanelerde ve kitaplardan saatlerce hatta haftalarca
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ulasacagimiz ya da hazirlayacagimiz bilgilere saniyeler i¢inde
ulagabilmektedir. Inamlmaz bir veri havuzuna sahip bu
sistemler her salisede bilgi dagarcigini genisletmekte ve kendi
yapay zekd tabanlarmi gelistirmektedir. Ozellikle Open Al
tarafindan gelistirilen ChatGPT sohbet robotunun popiilaritesi
giiniimiizde giderek artmaktadir. Bu sistemlerin yararlarindan
cok zararlari olacagi da tartisilmakta ve gerekli giivenlik
Onlemleri alinmast i¢in uluslararasi kararlar alinmaktadir.

5.4. Giivenlik ve Tespit Sistemleri

2023 yilinda meydana gelen depremler ve sonrasinda
yapilan hasar tespit caligmalar1 derin 6grenme konusunun bu
alanlardaki gelisimini ve su anki katkisini 6n plana ¢ikarmistir.
Havadan ¢ekilen goriintiiler, konvoliisyonel yapay sinir aginda
kullanilarak hasar tespit c¢aligmalar1 agisindan kolaylik
saglayabilmektedir[68]. Ayni zamanda yer yapisi, sismik
dalgalar, bulunulan ana kaya yapisi, iklimsel degisiklikler, yer
alt1 ve Ustil beseri ¢alismalar gibi veriler kullanilarak deprem
oncesi uyari sistemleri gelistirilebilmektedir [69], [70]. Her ne
kadar depremin gergeklesme siiresi géz Oniine alindiginda
erken uyar: sistemlerinin insanlarin kagist igin zaman
kazandiracak boyutta olmayacagi diisiiniilse de anlik olarak
gelen uyart ile dogalgaz ve elektrik gibi sistemler kapatilarak
olasi kayiplarin azaltilmasi saglanabilecektir.

Sekil 15: Tiirkiye'nin bazi bdlgelerinin uzaydan tespit edilen
deprem hasar haritasi [71]

5.5. Saghk

2020 yilinda saglik alaninda yapilan bir ¢alismada EKG
(Elektrokardiyografi) sinyallerinin konvoliisyonel sinir aglari
modellemesine dayanan bir derin 6grenme calismasi
yapilmistir. Bu caligma ile kalp ritminde anormallik olusmasina
sebep olan aritmi verileri kullanilmistir. Bu veriler iki boyutlu
resimlere doniistiiriilerek  konvoliisyonel sinir aglart ile
modellenmistir. Calismada LeNet mimarisi kullanilmigtir. Bu
caligsma ile daha kisa zamanda aritmi tespiti yapilmistir [72].

5.6. Ekonomi ve Finans

Cagmmizin en biiylik sorunlarindan biri olan kiiresel
ekonomi gerek pandemi gerek depremler ve gerekse artan
enflasyon nedeniyle agir bir yara almistir. Giin gegtikce artan
hayat pahaliligima karsm insanlar borsa ve kripto para gibi
giiniimiizde anlik olarak ¢ok miktarda getirisi ve gotiiriisii olan
sistemlere yonelmistir. Piyasa endekslerinin tahmini ve trend
tespiti igin algoritmalar hazirlanarak risk analizleri yapilmistir
[73]. Ayn1 zamanda kripto paralar i¢in fiyat tahmini yapan
sistemler gelistirilmektedir [74]. Her ne kadar bir¢ok basarili
calisma bulunsa da bu sekildeki ¢alismalar dikkate alinarak
yatirimlar yapilmamalidir.
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5.7. Robotik Sistemler

Derin 6grenmenin en kullanigh alanlarindan biride robotik
ve otonom uygulama alanlaridir. Ozellikle insansi robot
tasarlamak ve derin 6grenme yontemlerini kullanarak insana ait
birgok 6zelligi tasarlanan bu robotlara uyarlamak bir¢ok firma
gibi Boston Dynamics adli sirketinde ilk hedeflerinden biri
haline gelmistir. Su ana kadar irettigi Spot (kopek robot),
Handle (tekerlekli robot), Pick (endiistriyel robot), Bigdog
(bliytk kopek robot) ve Atlas (insansi robot) firmanin
hedeflerine ulastigini géstermektedir. Bu ¢alismalarin daha ileri
seviyelere getirilmesi toplum icin ne tiir kolayliklar ya da
tehlikeler getirecegi tartisma konusu olarak giindemdeki yerini
korumaktadir. En dinamik ve en gelismis kontrol sistemlerine
sahip olan insanst robot Atlas, tasarlanan algoritmalar
sayesinde hareketlerini planlayip, tim viicudunu ve g¢evreyi
analiz ederek verilen gorevi yerine getirebilmektedir. Sekil
16’da  Boston Dynamics firmasinin  direttigi robotlar
gosterilmistir.
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Sekil 16: Boston Dynamics firmasinin iirettigi robotlar [75]

Otonom alaninda ise 2015 yilindan sonra biiyiik araba
tireticileri (Tesla, Volvo, Mercedes, Nissan, Honda, Audi)
2020°li yillar1 kendilerine hedef koyarak bir¢ok c¢aligma
yiriitmistir. Bu firmalardan en ileri diizeyde sonuclar elde
eden Tesla firmasi tam otonom siiriis (Full Self Driving-FSD)
adim verdigi tamamen elektriksel (kameralar, sensorler) ve
yapay zeka odakli araglarini giiniimiizde piyasaya slirmekte ve
halen test c¢alismalar1 yaparak yeni giincellemeler
gelistirmektedir. 2023 yili itibariyle 2. ve 3. seviye(siiriicii
kontroliinde) siirligleri yapilan araglarin 5.seviye (tam otonom)
asamasinin tamamlanmasi 2026 yilin1 bulacagi belirtilmektedir.
Bu c¢aligmalar Tesla tarafindan tamamen otonom olarak
diistintilse de arag sahiplerinin her an miidahale edecek sekilde
hazir olmalar1  gerekliligi konusunda uyarilarda da
bulunmaktadir.

5.8. Yapay Zeka Tabanh MPPT Sistemleri

Yenilenebilir enerji kaynaklarindan olan fotovoltaik
sistemler son zamanlarda enerji tiretimi alaninda sdz sahibi
olmaya baslamistir. Gerek iklimsel sartlar gerekse arazi
yapisinin elverisliligi bu yontemin iilkemizde kullanimini

yayginlagtirmigtir. Bu sistemlerin en biiyilk dezavantajlar
sicaklik, giineslenme, golgelenme ve maliyet yoOniinden
kaynaklanmaktadir. Bu olumsuzluklar ise fotovoltaik sistemler
icin en Onemli detay olan verimi etkilemektedir. Fotovoltaik
sistemlerdeki verim kontrolii geleneksel yontemlerle yapildig:
gibi son zamanlarda giinlimiiz uygulamalarinda ¢ogunlukla
tercih edilen yapay zeka tabanli yontemlerde tercih edilmeye
baglanmistir. Yapay zekd tabanli MPPT sistemlerinin
geleneksel yontemlere gore en bilyiik avantaji degisken hava
sartlarina uyum saglayabilmesi ve yiiksek verim orani elde
edebilmesidir [76].

Yapay sinir ag1 (YSA) modelleri genel olarak sicaklik,
151n1m, golgelenme ve giineslenme siirelerini dikkate alarak bir
model olusturmay1 amaclamaktadir. Sekil 17°de de gosterildigi
iizere saydigimiz bu nitelikler giris verileri olarak kullanilir ve
¢ikis olarak doluluk orani elde edilir. Bu oran elde edilirken
giriste kullanilan veri setleri belirlenen YSA algoritmasinda,
istenilen sayida ve istenilen  boyutta, belirlenen
katmanlarda(girdi, gizli, bellek, fonksiyon vb. katmanlar)
egitilir ve ¢ikan sonuglar test algoritmalari ile test edilir. Elde
edilen sonuglar siirekli ve anlik olarak degisen g¢evresel
kosullarda bile sistemlerin yiiksek verimlerde calismasini
saglamakta ve birim zamanda elde edilen enerji miktarini
maksimum seviyede tutmaktadir. Ayni1 zamanda sistemin stabil
calismasini saglayarak elektronik pargalarin dmriinii uzatmakta
ve maliyet agisindan da avantaj saglamaktadir. Maksimum gii¢
noktast takip sistemi ve algoritmalari giines panellerinde
kullanildig1 gibi anlik degisen riizgar hizi kosullarinda bile
maksimum seviyede verim elde edebilmek icgin riizgar
tiirbinlerinde de kullanilmaktadir [77].
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Sekil 17: Yapay sinir aglari ile MPPT algoritmas1
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Bu sistemlerin genel olarak giic elektronigi tabanl
sistemlerde (donistiiriiciiler, motor kontrol devreleri, makine
otomasyonlari, giic kaynaklar1 ve kontrol sistemleri,
iklimlendirme, enerji tiretim ve iletim sistemleri, vb.[78]) tercih
edilmesinin sebebi olusabilecek arizalarin tespiti, anlik
dalgalanmalar, reaktif gii¢ ve iletim kayiplar1 gibi hem sistemi
olumsuz etkileyecek hem de ekonomik yoénden kayiplarin
yasanmasina sebep olacak olumsuzluklarin 6niine gegilmesidir.



6. SONUC

Bu ¢alismada makine O6grenmesinin bir alt dali olarak
kullanilmaya baslanan derin 6grenme ve yapay sinir aglari
modelleri ele alinmigtir. Tarihsel olarak yapay zeka, makine
O0grenmesi ve derin Ogrenme asamalart irdelenmistir.
Giinlimiizde kendi ¢alisma alanini olusturan ve bu alanda ilgiyi
hak edecek seviyede bir gelisim gosteren derin Ogrenme,
ozellikle yapay zeka alaninin devami olarak giiniimiiz
teknolojisiyle ¢ok iyi Dbiitiinlesmistir. Derin = 6grenme
sistemlerinde kullanilan yapay sinir aglart modellerinden CNN,
RNN, RBM, LSTM ve derin oto kollayicilarmin tanimlamalari,
caligma metotlar1 ve kullanim alanlar1 belirtilmistir. Bir literatiir
taramasi yapilip en glincel uygulamalar ve ¢aligsmalar hakkinda
genel bilgiler ve gelismeler aktarilmigtir.

Sonug olarak tiim bu geligsmeler ve ¢alismalar gbz oniinde
bulunduruldugunda hizla gelisen derin 6grenme ve yapay sinir
aglart konusunun artik yasantimizin vazgegilmez bir pargasi
olmaya dogru ilerledigini gérmekteyiz. Evimizde, i yerimizde,
sokakta hemen hemen her yerde yasantimiza dokunmaya
baslayan ve gelistirilebilir olmasi dolayisiyla yeniliklere daima
acitk olan derin 0grenme tabanli uygulamalar, insani taklit
etmeyi birakip tamamen insan gibi diisiinmeye ve hareket
etmeye baglayacagi zaman getirecegi tiim olumlu-olumsuz
yonler simdiden ele alinmalidir. Tim bu sistemlerin tek
amacinin canlt yasamint kolaylastirma oldugu
unutulmamalidir. Ayni zamanda bu ¢alismada da belirtildigi
gibi uygulama alanlarinin genisligi ve yapilan ¢aliymalardan
yola ¢ikarak derin 6grenme ve yapay zeka konulart her yas
grubuna ulagmali ve bu yonde yatirimlar yapilmalidir.
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