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0Oz

Son yillarda, evrisimli sinir aglarmin (CNN) kullanim alanlan dikkate deger bir sekilde artmustir. Is
istasyonlarindan gomiilii cihazlara varincaya kadar bir¢ok platformda yaygin olarak kullanilmaktadir. Bununla birlikte,
her CNN modeli farkli miktarda hafiza, islemci, depolama birimi kullanmaktadir ve nesne tammada farkli dogruluk
oranlarina sahiptir. Gomiili sistemlerde kullanilacak CNN’lerin daha az maliyetli olmasi, daha az kaynak tiikketmesi ve
daha fazla dogruluk oranmimi basarmasi gibi bazi zorluklar1 vardir. Bu zorluklarm en iyi listesinden gelen CNN
modellerinden biri de HBONet modelidir. Ancak, bu model gomiilii sistemlerde yeterince iyi performans
saglamamaktadir. Bu ¢alismada, gémiilii sistemler i¢in kullanilan HBONet modelinin kaynak tiiketimi ve dogruluk gibi
performans metriklerinin daha da iyilestirilmesi amaglanmistir. Bu amagla, HBONet modelini temel alan bir model olan
A-HBONet modeli 6nerilmigtir. CIFAR-10 veri seti kullanilarak gerceklestirilen deneyler sonucunda, 6nerilen modelin
dogrulugu HBONet modeline gore %3 arttirilirken hafiza ve depolama birimi kullanimi da yaklasik olarak %80
oraninda azaltilmistir. Bu sonuglar, nerilen modelin gomiilii cihazlarda daha etkin ve verimli calistig1 gostermektedir.

Anahtar Kelimeler: Gémiili sistemler, evrisimli sinir aglari, A-HBONet, CIFAR-10

Performance Enhanced HBONet CNN Approach for Embedded Systems

Abstract

In recent years, the usage areas of convolutional neural networks (CNN) have increased remarkably. It is widely
used on many platforms, from workstations to embedded devices. However, each CNN model uses a different amount
of memory, processor, storage and has different object recognition accuracy rates. CNNs to be used in embedded
systems have some difficulties such as being less costly, consuming less resources and achieving higher accuracy. One
of the CNN models that best overcomes these difficulties is the HBONet model. However, this model does not perform
well enough in embedded systems. In this study, it is aimed to increase the performance of the HBONet model for
embedded systems. For this purpose, the A-HBONet model, which is based on the HBONet model, is proposed. As a
result of the experiments performed, the accuracy of the proposed model was increased by 3% compared to the
HBONet model, while the memory and storage unit usage was reduced by approximately 80%. These results show that
the proposed model works more effectively and efficiently in embedded devices.

Keywords: Embedded systems, convolutional neural networks, A-HBONet, CIFAR-10

GIRIS

Son yillarda, nesne tanima, tespit etme ve Evrisimli Sinir Aglar, etkili 6grenme yetenekleri
semantik boliitleme uygulamalar i¢in derin 6§renme  sayesinde, is istasyonlarindan gomiilii cihazlara
teknolojileri  yaygin  olarak  kullanilmaktadir. kadar c¢ok genis bir platform yelpazesine niifuz
Ozellikle, Evrisimli Sinir Aglar1 (CNN), gorsel —etmistir.
tanima gorevi i¢in akilli kameralar (Rinner & Wolf, Diger taraftan, CNN temelli bilgisayar gérmesi
2008), robotik navigasyon ve sanal gerceklik uygulamalari, i istasyonlart gibi  enerjisini
(Weibin Liu, Chao Zhang, & Baozong Yuan, 2002) sebekeden saglayan cihazlarda, maliyetli olmasina
vb. gibi cesitli bilgisayar gérmesi uygulamalarinda ragmen donanim kisitlamasi  bulunmadigindan
olduk¢a bagarili bir gekilde kullanilmaktadir.  herhangi bir CNN modeli (Om:
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AlexNet(Krizhevsky, Sutskever, & Hinton, 2012),
VGG (Simonyan & Zisserman, 2015) vb. gibi) ayirt
edilmeden  kullanilabilir. ~ Ancak,  enerjisini
sebekeden almayan cihazlarda; islemci, hafiza,
depolama ve enerji birimi gibi donanim kisitlamalari
s0z konusudur. Dolayisiyla, gomiilii cihazlarda en az
kaynak tiiketen ve en yliksek basariya sahip bir CNN
modelini segmek gerekir. Ornegin, ImageNet
(ILSVRC-2012) veri seti ile egitildiginde VGG-16
modeli, 138 Milyon parametre sayis1 ve 30.9 Milyar
tane saniyede kayan nokta islemine (FLOPs)
sahipken MobileNetVV2 (Sandler, Howard, Zhu,
Zhmoginov, & Chen, 2018b), 3.4 Milyon parametre
sayisina ve 0.3 Milyar tane FLOPs islemine sahiptir
(Han, Pool, Tran, & Dally, 2015; Sandler, Howard,
Zhu, Zhmoginov, & Chen, 2018a). Bir CNN
modelinde parametre sayisi hafiza kullaniminin
yogunlugunu belirtirken FLOPs sayis1 da hesaplama
merkezi olan islemci kullaniminin yogunlugunu
belirtmektedir (Shawahna, Sait, & El-Maleh, 2019).
Dolayisiyla, gomiilii cihazlarda, daha az parametre
sayisi ve FLOPs sayisina sahip bir CNN modeli
kullanilmalidir.

Mobil veya gomiilii cihazlarin kaynak tiiketimini
dikkate alan calismalar icinde HBONet modelinin
iyilestirilmesine yonelik herhangi bir c¢alisma
olmamasina ragmen diger modellerle ilgili
calismalara rastlamak mimkiindiir. Bunlardan
MobileNetV1(Koonce, 2021),istiflenen
derinlemesine ayristirilabilir evrisim katmanlari
iizerine insa edilmistir. Bu sayede, mobil cihazlar
icin daha hafif (lightweight) bir CNN omurgasi elde
edilmistir. ShuffleNetV1 (Zhang, Zhou, Lin, & Sun,
2018), noktasal evrisimlerin karmagikligin1 azaltmak
icin noktasal grup evrisimlerden Yyararlanan
artiklidarbogazlar1 (residualbottlenecks) ve kanallar
aras1 korelasyonlar gelistirmek icin kanal karistirma
islemlerini kullanir. ShuffleNetV2 (Ma, Zhang,
Zheng, & Sun, 2018) ise ShuffleNetV1 (Zhang ve
ark., 2018)’deki kanal Kkaristrma islemlerini
surdiirmektedir. Ek olarak, bu modelde, Oznitelik
kanallarinin 6zel konfigiirasyonunun ve temel islem
sirasinin Onerilen pratik kilavuzlara daha iyi uyacak
bir sekilde diizenlendigi i¢in kaynak tiiketimini daha
etkin  kullanabilecek  tasarimlar  sunmaktadir.
MobileNetV1l (Koonce, 2021)’i temel alarak
gelistirilen MobileNetV2 (Sandler ve ark., 2018a),
dogrusal darbogazlara sahip ters artikli yapisina
(invertedresidualstructure) dayanmaktadir.
MobileNetV2, dogruluk ve verimlilik agisindan
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onceki siirime gore daha iyi bir denge
saglamaktadir.
MobileNetvl (Howard ve ark., 2017),

MobileNetV2 (Sandler ve ark., 2018b) ve HBONet
(Li, Zhou, & Yao, 2019) CNN modelleri, gomiilii
cihazlar igin tanitilan birkag modelden biridir. Bu
modeller i¢inde kaynak tiiketimini ve dogrulugu en
iyilestirilen model, HBONet’tir. Ancak, gomiili
cihazlar i¢in kaynak tiikketimi ve dogruluk agisindan
HBONet modelinin daha da iyilestirilerek
performansinin arttirilmasi bu ¢aligmanin ilham
kaynagi olmustur. Bu ¢alismada, HBONet modelini
temel alarak tirettigimiz A-HBONet modelini
onerdik. Onerilen model, HBONet’in kullandig1
katman ve blok yapilarini baz alarak tiretilmistir. A-
HBONetmodelinin HBONet modelinden en biiyiik
farki, bazi hiper parametrelerin ve yigin (stack)
yapisinin farkli olmasidir. Onerilen ag modeli olan
A-HBONet ’in mevcut HBONet modeline kiyasla
katkilar1 sunlardir;

= Nesne tamma gorevlerinde performans

Olgiiti  olarak kullanilan dogruluk orani
yaklasik %3 arttirilmustir,
GoOmiilii sistemlerde en 6nemli kaynaklardan
biri olan hafiza tiiketimi, yaklasik olarak
%80 oraninda azaltilmigtir, bir diger 6nemli
kaynak olan depolama birimi tiiketimi ise
yaklasik olarak %79 oraninda azaltilmistir.

Gergeklestirilen deneysel testler sonucunda
Onerilen modelin parametre sayis1 ve model boyutu
muazzam bir sekilde azaltilirken modelin nesne
tanima basarisi da Onemli Olgiide arttirilmastir.
Dolayisiyla, oOnerilen model, gomiilii cihazlarda
diger mobil CNN modellerine gore daha etkin ve
verimli bir sekilde ¢alisabilmektedir.

Bu makalenin geri kalam1 su sekilde organize
edilmistir; Ikinci boliimde ilgili calismalara yer
verilirken, tglincii boliimde temel mimari ele
almmistir. Dordiincii bdliimde Onerilen yaklagim,
O0grenme orant planlamast ve veri artirma
sunulurken, besinci bolimde deneyler ve sonuglar
sunulmaktadir. Son olarak, altinci bolimde genel
sonuclar paylasilmaktadir.

HBONET MIMARISi

HBONet (Li ve ark., 2019) CNN modeli,
MobileNetV2 (Sandler ve ark., 2018a) referans
alinarak gelistirilmistir. Ozellikle, MobileNetV2 ’in
darbogaz bloklari,iki ortogonal boyut (HBO)
boyunca uzanan HarmoniousBottleneck
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(HarmoniousBottleneck on two katman ve ters artikli bloklarin olusturdugu
Orthogonaldimensions - HBO) bloklari,evrisimli
z 3 3
H
&
We 2 %
» = > > Wis PWConv /
g5 § 5J Up:amplc WCony
H g g E ‘é H EltAdd Concat
=
C ¢,
i h)

Sekil 1. Darbogaz katmanlarini kiyaslama; a) Derinlemesine Ayrilabilir Evrisim Katmani, b) HarmoniousBottleneck
Katman (Li ve ark., 2019).

yigin yapist ile degistirilerek insa edilmistir. Bu
sayede, hesaplama  maliyetinin  disiiriilmesi
amaclanmistir. HBO, uzamsal bir daralma-
genisletme bileseni ve bir kanal genisletme-daralma
bileseninden olusan iki tarafli simetrik bir yap1
araciligiyla, derinlemesine evrisimsel ozelliklerin
uzamsal ve kanal boyutlart arasindaki karsilikli

bagimliliklart  ortaklasa  kodlayarak meydana
gelmektedir. Hem uzamsal hem de kanal boyutlarina
odaklanmak i¢cin HarmoniousBottleneck

yaklagiminda derinlemesine ayristirilabilir evrisim
kullanilir. Bu yontem iki bolime ayrilmistir: ilk
olarak, h/s X w/s X c;kanallarim1 sabit tutarken
uzamsal boyutun asagi dogru 6rneklenmesi ve daha
sonra h/sxw/sX t Xc¢; kanallarinin
genisletilmesi  ve ikincisi, h X w X c¢,/2kanal
indirgemesinin yariya indirilmesi sirasinda uzamsal
boyutlarin yukar1 dogru 6rneklenmesi ve son olarak

h X w X ¢, /2giris tensoriiniin veya
birlestirilmis(pooled) versiyonunun kismi
kanallariyla  birlestirilmesi. Uzamsal daralma-
genigletme bilesenini mevcut bloklarla

birlestirdikten sonra, toplam hesaplama maliyeti su
sekilde olur:

@
Denklem (1) ’de B, uzamsal daraltma ve genisletme
islemleri arasina yerlestirilen bloklarin orijinal
hesaplama maliyetini gostermektedir. Bunun yani
sira, s, admmi (stride) ifade ederken k, ¢ekirdek
boyutunu (kernel size), h ve w sirasiyla Oznitelik
haritasinin (featuremap) yiikseklik ve genisligini, c
ise kanal sayisini ifade etmektedir.

B h w
Cost——+[( x—xc1)+(h><w><c2) x k?
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ki ortogonal boyut (HBO) boyunca uzanan
HarmoniousBottleneck, Sekil 1°de goriuldugi gibi;
iki tarafli simetrik bir bigimde diizenlenmis olan
uzamsal boyutlarin (h, w) daralmasi-genislemesi ve
kanal boyutlarinin (c) genislemesi-daralmasi olmak
izere iki bolimden olusur. Ilk olarak, kanal
boyutlart sabit tutulur ve uzamsal boyutlardan
oznitelikler ¢ikarilir. Tkinci olarak, uzamsal boyutlar
sabit tutulur ve kanal boyutlarindan &znitelikler
¢ikarilir.  Bu islemler, modelin  dogrulugunu
artirmaktadir.

HBONet, 0Oznitelik c¢ikarmak i¢in evrisimli
katmanlarini, mobil terslenmis (inverted)darbogaz
ve harmoniousbottleneck katmanlarin1  kullanur.
Tablo 1 ’de orijinal HBONet mimarisi sunulmustur.

Tablo 1. HBONet Mimarisi (Li ve ark., 2019).

Girdi B. Blok/Katman t ¢ n s
224°x3  Conv2d 3x3 - 32 1 2
1122x32  Harmonious Bottleneck 1 20 1 1
1122x20  Harmonious Bottleneck 2 36 1 1
112?x36  Harmonious Bottleneck 2 72 3 2
562x72 Harmonious Bottleneck 2 96 4 2
28%x96 Harmonious Bottleneck 2 192 4 2
14?192 Harmonious Bottleneck 2 288 1 1
14?x288 Conv2d 1x1 - 144 1 1
14°x144  Inverted Residual 6 200 2 2
72x200  Inverted Residual 6 400 1 1
72x400  Conv2d 1x1 - 1600 1 1
7°x1600  Avgpool - 1 -
1°x1600 Conv2d 1x1 -k - -
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Sekil 2. Onerilen yaklasimin sematik tasarimi

ONERILEN YAKLASIM: A-HBONET

Orijinal HBONet(Li ve ark., 2019) CNN modelinin
dogrulugunu arttirmak ve kaynak tiiketimini
azaltmak icin evrisimliveya darbogaz katmanlarini
verimli bir sekilde kullanarak 6znitelikleri ¢ikarmak
gerekir. Onerilen mimari olan A-HBONet ‘’te
dogrulugu arttirip kaynak maliyetini diisiirmek igin
orijinal HBONet ’teki ters artikli(InvertedResidual),
HarmoniousBottleneckve  Noktasal ~ (Pointwise)
evrisimli katmanlarinin genigleme faktorii (t), kanal
sayist (¢), tekrar faktorii (n) ve adim (stride) boyutu
(s) gibi baz1 hiper parametreler ve istiflenme diizeni
degistirilmistir.

Tablo 2. Arttiriimis HBONet (A-HBONet) Mimarisi

Girdi B. Blok/Katman t ¢ n s
224°x3 Conv2d 3x3 - 32 1 2
1122x32  Harmonious Bottleneck 2 32 11
1122x32  Inverted Residual 1 64 2 1
112°x64  Harmonious Bottleneck 2 128 3 2
56°x128  Inverted Residual 1 64 1 1
562x64 Harmonious Bottleneck 1 128 4 2
282x128  Harmonious Bottleneck 2 256 1 1
282x256  Convad 1x1 - 1024 1 1
282x1024  Avgpool - 1024 1 -
1x1024 FC Layer -k 1 -
1xk Sofmax -k 1 -

Diger taraftan, ters artikli ve harmonious bottleneck
gibi farkli blok gruplarindan elde edilen ara
Oznitelikleri, diisiik boyutlu temsil edebilmek i¢in
noktasal evrisimli katmani da kullanilmaktadir.
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Tablo 2 ’de onerilen modelin mimarisi verilirken
Sekil 2 ’de de onerilen yaklasimin sematik tasarimi
verilmistir. Bu model ile orijinal HBONet modelinin
dogrulugu yaklasik olarak %3 arttirilirken model
boyutu 9 MB kadar azaltilmistir.

Ogrenme Orani Planlamasi (LR Scheduling)

Orijinal HBONet modeli ve 6nerilen A-HBONet
modelinin dogrulugunu arttirmak i¢in farkli 6grenme
oranlart (LR) iteratif olarak kullanilmigtir. Bunlar
igerisinde en iinlii olanlar; Step LR, Multistep LR,
Exponential LR, Cosine Annealing LR ’dir. Bu
calismada, diger LR’lerden daha iyi bir sonug
iirettigi  icin  Cosine  Annealing  Ogrenme
Orani(Loshchilov & Hutter, 2017) kullanilmustir.
CosineAnnealing LR yontemi ile her bir batch ’te
O0grenme orani asagidaki denklem ile hesaplanir;

ne = n‘fnin + %(n‘inax - n‘inin) (1 + cos (T’C;:T 71')) (2)

Denklem (2) ’de nim-n ve n, 4y, 0grenme orani
araligidir. T, son yeniden baslatmadan beri
gergeklesen iterasyon sayisidir. i, yiriitme indeksi
ve t, herbir batch iterasyonunu ifade etmektedir.

Bu calismada, The Stochastic Gradient Descent
(SGD) algoritmast temelli Cosine Annealing
yontemi ile planlama (scheduling) yapilmustir.
Bunun i¢in SDG parametrelerinden 6grenme orani,
0.1 ’e, momentum 0.9, weightdecayl04 ’e
ayarlanmistir ve egitim 100 iterasyon (epoch) kadar
surmustiir.
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Sekil 3. CNN modellerinin dogruluk ve kayip grafikleri; a) HBONet dogruluk, b) HBONet kayip, c¢) A-HBONet
dogruluk and d) A-HBONet kayip

Veri Arttirma

Cutout(DeVries & Taylor, 2017), veri arttirmada
(dataaugmentation) kullanilan tekniklerden biridir.
Bu teknik, egitim esnasinda girdi goriintiilerinin
rastgele boliimlerini maskeleyerek / kapatarak veri
kiimesini etkin bir sekilde arttirmayi amaglayan
evrisimlisinir aglar1 i¢cin basit bir dilizenleme
(regularization) teknigidir. Cutout, kapali 6rnekleri
simiile eder ve modeli karar verirken birka¢ ana
Ozelligin varhigina giivenmek yerine daha kiiciik
oOzellikleri dikkate almaya tesvik eder.

Bu calismada, ag modellerinin egitiminden Once
CIFAR-10 veri setine; cutout, rastgele yatay cevirme
ve rastgele kirpma teknikleriyle veri arttirma
uygulanmistir. Bu sayede, CIFAR-10 veri setinin
daha kararli olmas1 amag¢lanmuistir.
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DENEYLER SONUCLAR ve TARTISMA

Bu calismada, 50 bin egitim goriintlisiinden ve
10 bin test gorlintiisinden olusan CIFARIO
(Krizhevsky, 2009) veri seti,yine ayni sayida
goriintli igerecek bicimde fakat daha dengeli olmast
icin veri arttirma yapilarak kullanilmistir. Orijinal
HBONet, onerilen A-HBONet CNN modelleri ve
yeniden uygulamasi yapilan diger CNN modelleri,
veri arttirma teknikleri uygulanan CIFAR-10 veri

seti ile 100 iterasyon boyunca egitime tabi
tutulmustur. Batch size, egitim icin 128 ve
dogrulama  (validation)  igin 100  olarak

belirlenmistir. Iterasyon sayis1 ve batch size, ag
modellerinin &grenmesini en hizli saglayacak ve
ezberleme yapmayacak bir sekilde iteratif deneme
ile belirlenmistir. Modellerin egitimi ve deneysel
testleri icin asagidaki donanim ve yazilimlar
kullanilmistir;
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Intel(R) Xeon(R) CPU @ 2.30GHz,
24 GB RAM,
Tesla P100-PCIE-16GB,
Python 3.7.11 versiyonu,
Pytorch 1.9.0 versiyonu.
Deneysel testleri kaynak tiiketimi ve dogruluk
acisindan  degerlendirebilmek i¢in  modellerin
dogrulugu, parametre sayisi, saniyede kayan nokta

[JPAS

ijpas@munzur.edu.tr

ISSN: 2149-0910

islemi(FLOPs) ve model boyutu gibi metrikler
kullanilmigtir. Sekil 3 ’te orijinal HBONet ve
onerilen HBONet (A-HBONet) modellerinin
dogruluk ve kayip grafikleri verilmistir. Bu
grafiklerden de goriildiigii gibi HBONet modelinin
dogrulugu maksimum yaklagik olarak %81 oraninda
bagar1 saglarken A-HBONet ’te bu oran maksimum
yaklagik

Tablo 3. CIFARI0 seti ile ¢esitli genislik ¢carpanlarima sahip farkli CNN modelleri i¢in performans karsilagtirmasi

GenislikCarpam Model Ad: Genel Parametre GFLOPs Model
(Width Multiplier) Dogruluk (%) Sayis1i (M) (224x224) Boyutu (MB)

1.00 HBONet 81.31 2.98 0.31 11.6

' A- HBONet 84.57 0.61 0.58 2.49

075 HBONet 81.91 1.87 0.20 7.38

' A- HBONet 83.33 0.41 0.38 1.70

0.50 HBONet 72.34 0.95 0.10 3.86

' A- HBONet 81.1 0.24 0.22 1.05

0.25 HBONet 68.08 0.35 0.04 1.52

' A- HBONet 75.03 0.11 0.09 0.55

olarak %84.5 ‘e c¢ikmaktadir. Kayip grafikleri modelde, orijinal modele gore daha fazla hesaplama

degerlendirildiginde de HBONet modeli daha
basarili oldugu goriilmektedir.

CIFARI1O0 test seti kullanilarak HBONet ve A-
HBONet CNN modellerinin evrisim
katmanlarindaki ~ Oznitelik  ¢ikarma  sayisini
belirleyen c¢esitli genislik ¢arpanlarina (Width
Multiplier) gore performans kiyaslamasi Tablo 3’te
verilmistir. Performans kiyaslamasinda kullanilan
metriklerinden FLOPs i¢in girdi boyutu 3x224x224
olarak verilirken diger metrikler icin CIFAR10 veri

seti kullanilmistir. Bu performans metrigi onerilen

karmasiklig1 yaratsa bile dogruluk, parametre sayisi
ve model boyutunda dikkate deger bir iyilestirme
yapildig1 gozlemlenmektedir. Diger taraftan, tablo
3’te yer alan genel dogruluk ile veri setindeki dogru
tahmin edilen goriintiilerin tiim goriintiilere orani
vurgulanmaktadir. A-HBONet modeli, genislik
carpant azalsa dahi genel dogruluk performans
metrigindeki yliksek dogruluk basarisini siirdiirme
egilimindedir. Dolayisiyla, Onerdigimiz model
dogruluk metrigi icin daha kararli bir yapiya
sahiptir.

Tablo 4. Literatiirdeki diger ¢calismalarla sonuglarimn karsiastirilmasi

o . Param. Sayisi - GFLOPs

AgModeli Yil Dataset (Milyon) GenelDogruluk(%o) (224x224)
ShuffleNetV2 (Ma ve ark., 2018) 2018 ImageNet - 69.4 0.15
MobileNetV1 (Howard ve ark., 2017) 2017 ImageNet 4.2 70.6 0.57
MobileNetV2 (Sandler ve ark., 2018b) 2018 ImageNet 34 72.0 0.30
HBONet(Li ve ark., 2019) 2019 ImageNet - 73.1 0.30
ShuffleNetV2 (Ma ve ark., 2018) (re-imp) - Cifar10 2.3 81.9 0.15
:\ric;)tilleNetVZ (Sandler ve ark., 2018b) (re- Cifarl0 2.2 819 031
HBONet(Li ve ark., 2019) (re-imp) - Cifarl0 2.9 81.3 0.31
A- HBONet - Cifarl0 0.6 84.5 0.58

Geniglik ¢arpani 1.0 igin, 6nerilen modelde, orijinal
HBONet’e gore yaklasik olarak %3 oraninda
dogruluk degeri daha yiiksek ¢ikmaktadir. Bu oran
genislik  faktorliniin =~ azalmasiyla daha da
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artmaktadir.Bir diger metrik olan parametre sayisi
degerlendirildiginde ise genislik carpan1 1.0 ’da,
onerilen model orijinal modele gore yaklasik 4 kat
daha az parametreye sahiptir. Parametre sayisi, bir
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cihazin kullandigi hafiza (memory) miktarini
belirledigi i¢in gomiilii cihazlar i¢in ¢ok 6nemli bir
metriktir. Model boyutu metrigi ise orijinal modele
gore yaklasik olarak 4 kat azaltilmistir. Bu metrikte
gomiilii cihazlarda kullanilan depolama birimini ne
kadar kullandigim belirttigi i¢in gomiilii cihazlarda
cok &nemli bir baska metriktir. Onerilen CNN
modeli ile gomiili cihazlardaki kisith donanim
kaynaklar1 i¢in parametre sayisi ve model boyutu

etkin sekilde azaltilirken modelin  dogruluk
basarisinin da dikkate deger bir sekilde arttirildig
goriinmektedir.

Tablo 4°te literatiirde yer alan diger mobil CNN
yontemleri ile bizim Onerdigimiz A-HBONet
modelinin karsilastiritlmast 1.0 genislik ¢arpanina
gore verilmistir. Mobil CNN modellerinden
ShuffleNetV2, MobileNetV1-V2 ve HBONEet,
ImageNetveri seti kullanilarak deneysel testleri
yapilmistir. Bizim ¢alismamizda ise donanim
kaynaklar1 yetersiz oldugu i¢in ImageNetdataseti
yerine daha kiigiik boyutlu olan Cifarl0 veri seti
kullanilmistir. Dolayisiyla degerlendirmeyi daha
saglikli yapabilmek igin ShuffleNetV2,
MobileNetV2 ve HBONet modelleri, Cifarl0 veri
seti  kullanilarak yeniden uygulamasi (re-imp)
yapilmistir. ImageNetdataseti ile yapilan
calismalarda en yiiksek genel dogruluk oranina
HBONet, %73.1 ile ulasmistir. Cifar10 dataseti ile
yapilan calismalarda ise en yiiksek genel dogruluk
oranina %84.5 ile 6nerdigimiz A-HBONet modeli
ulasmistir.  Bununla birlikte  A-HBONet modeli,
diger modellere gore en az parametre sayisina
sahiptir. Dolayisiyla, en az hafiza tiiketimini
onerdigimiz model saglamaktadir. Diger taraftan
onerdigimiz modelin, diger modellere gore FLOPs
sayist daha fazladir. Ancak bu, gelisen islemci

teknolojileri ~ sayesinde  bir  sorun  teskil
etmemektedir.
Sonu¢ olarak, Onerdigimiz model olan A-

HBONet’in literatiirdeki diger ¢aligmalara gore
avantaji diisiik hafiza ve depolama birimi kullanimi
ile yiiksek dogruluk oram1 saglamasidir. A-
HBONet’in bu basarisi, mobil cihazlarda daha
verimli ve etkin kullanimin1 miimkiin kilmaktadir.

SONUC

Bu caligmada, HBONet CNN mimarisi temel
almarak ve bazi degisiklikler yapilarak yeni bir
mimari olan A-HBONet &nerilmistir. Onerilen
model, HBONet modelinin baz1 katman ve blok
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yapilarim1  kullanarak tiiretilmigtir.  A-HBONet
modelinin HBONet modelinden en &nemli farki
kullanilan hiper parametreler ve yigin (stack)
yapisidir. Onerilen model, diger modellere gore
dogruluk oran1 daha yiiksek, kaynak tiikketimi daha
az olan verimli bir modeldir. Dogruluk orani orijinal
modele gore yaklagik olarak %3 daha yiiksektir.
Bunun yani sira, A-HBONet ile birlikte parametre
sayisi, 2.98 Milyondan 0.61Milyona ve model
boyutu 11.6 Megabayttan 2.49 Megabayta
disiirilmiistiir. Bu sayede, onerilen modelin gomiilii
cihazlarda verimli ve etkin bir sekilde
kullanilmasima olanak saglanmustir. Onerilen model,
mobil cihazlarda goriintii sniflandirma, nesne
tamima ve semantik bolitleme gorevleri igin
kullanilabilir. Gelecek ¢aligmalarimizda, gomiili
sistemler i¢in sadece modelin hafiza ve depolama
birimi degil, islemci biriminin kullanimint da
azaltacak yoOntemler Tizerinde calisma yapmay1
planlamaktay1z.

CIKAR CATISMASI BEYANI
Yazarlar bu makale ile ilgili herhangi bir ¢ikar
catismasi bildirmemektedir.
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Yazarlar bu calismanin arastirma ve yayin
etigine uygun oldugunu beyan eder.

REFERENCES

DeVries, T., & Taylor, G. W. (2017). Improved
Regularization of Convolutional  Neural
Networks with Cutout. Retrieved from
http://arxiv.org/abs/1708.04552

Han, S., Pool, J., Tran, J., & Dally, W. J. (2015).
Learning both weights and connections for
efficient neural networks. Advances in Neural
Information Processing Systems, 2015-Janua,
1135-1143.

Howard, A. G., Zhu, M., Chen, B., Kalenichenko,
D., Wang, W., Weyand, T., ... Adam, H.
(2017). MobileNets: Efficient convolutional
neural networks for mobile vision applications.
ArXiv.

Koonce, B. (2021). MobileNet v1. Convolutional
Neural Networks with Swift for Tensorflow,
87-97. https://doi.org/10.1007/978-1-4842-
6168-2_8

Krizhevsky, A. (2009). CIFAR10 Dataset. Retrieved
from https://www.cs.toronto.edu/



Int. J. Pure Appl. Sci. 8(1);53-60 (2022)

Research article/Arastirma makalesi

DOI:10.29132/ijpas.995579

kriz/cifar.html

Krizhevsky, A., Sutskever, I, & Hinton, G. E.
(2012). ImageNet classification with deep
convolutional neural networks. Proceedings of
the 25th International Conference on Neural
Information Processing Systems, 1, 1097-
1105. https://doi.org/10.1145/3065386

Li, D., Zhou, A., & Yao, A. (2019). HBONEet:
Harmonious bottleneck on two orthogonal
dimensions.  Proceedings of the IEEE
International Conference on Computer Vision,
2019-Octob, 3315-3324.
https://doi.org/10.1109/ICCV.2019.00341

Loshchilov, 1., & Hutter, F. (2017). SGDR:
Stochastic gradient descent with warm restarts.
5th International Conference on Learning
Representations, ICLR 2017 - Conference
Track Proceedings, 1-16.

Ma, N., Zhang, X., Zheng, H. T., & Sun, J. (2018).
Shufflenet VV2: Practical guidelines for efficient
cnn architecture design. Lecture Notes in
Computer  Science  (Including  Subseries
Lecture Notes in Artificial Intelligence and
Lecture Notes in Bioinformatics), 11218 LNCS,
122-138.  https://doi.org/10.1007/978-3-030-
01264-9_8

Rinner, B., & Wolf, W. (2008). An introduction to
distributed smart cameras. Proceedings of the
IEEE, 96(10), 1565-1575.
https://doi.org/10.1109/JPROC.2008.928742

Sandler, M., Howard, A., Zhu, M., Zhmoginov, A.,
& Chen, L. C. (2018a). MobileNetV2: Inverted
residuals and linear bottlenecks. ArXiv, 4510—
4520.

Sandler, M., Howard, A., Zhu, M., Zhmoginov, A.,
& Chen, L. C. (2018b). MobileNetV2: Inverted
Residuals and Linear Bottlenecks. Proceedings
of the IEEE Computer Society Conference on
Computer Vision and Pattern Recognition,
4510-4520.
https://doi.org/10.1109/CVPR.2018.00474

Shawahna, A., Sait, S. M., & EI-Maleh, A. (2019).
FPGA-Based accelerators of deep learning
networks for learning and classification: A

review. |EEE Access, 7, 7823-7859.
https://doi.org/10.1109/ACCESS.2018.289015
0

Simonyan, K., & Zisserman, A. (2015). Very deep
convolutional networks for large-scale image
recognition. 3rd International Conference on

60

[JPAS

ijpas@munzur.edu.tr
ISSN: 2149-0910

Learning Representations, ICLR 2015
Conference Track Proceedings, 1-14.
Weibin Liu, Chao Zhang, & Baozong Yuan. (2002).
AVR theory, techniques and application.
(69775003), 1163-1166.
https://doi.org/10.1109/icosp.2000.891751
Zhang, X., Zhou, X., Lin, M., & Sun, J. (2018).
ShuffleNet: An Extremely Efficient
Convolutional Neural Network for Mobile
Devices. Proceedings of the IEEE Computer
Society Conference on Computer Vision and
Pattern Recognition, 6848-6856.
https://doi.org/10.1109/CVVPR.2018.00716



